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RESUMO

Objetivo: Implementar uma arquitetura de rede convolucional para identificar padroes de doengas em
diferentes estagios da leséo cervical, utilizando dados de esfregago de Papanicolau, que se referem as
imagens obtidas a partir do exame, o qual é utilizado para detectar alteragdes nas células do colo do utero
que podem ser indicativas do cancer cervical. Métodos: Trata-se de um estudo experimental, utilizando o
conjunto de dados de imagens citoldgicas do Papanicolau em base de dados publicas SIPaKMeD, disponiveis
de forma online do repositério Kaggle. O aprendizado de transferéncia proposto foi empregado usando
modelos de rede neural convolucional (CNN) pré-treinados, como InceptionV3, Xception, VGG e uma
abordagem modificada da VGG, para classificar imagens de esfregaco de Papanicolau de acordo com
categorias de células: Disceratética, Coilocitoética, Metaplasica, Parabasal e Superficial-Intermediaria.
Resultados: Os melhores resultados da classificagdo das categorias das células foram para as arquiteturas
InceptionV3 e VGG com uma modificagdo nas camadas da arquitetura original, que apresentaram 91% de
acuracia. Ja a arquitetura Xception apresentou 88% de acuracia e VGG sem modificagdo nas camadas
apresentou 86% no modelo treinado. Conclusao: Conclui-se que as presentes descobertas destacam a
capacidade do modelo de discernir padrbes e diferenciar células com precisao.

Palavras-chave: Cancer de colo do utero, Aprendizado de maquina, Redes neurais convolucionais,
Diagnostico precoce.

ABSTRACT

Objective: To implement a convolutional network architecture to identify disease patterns in different cervical
surgery options using Pap smear data, which refer to the images obtained from the exam, which is used to
detect changes in cervical cells that may be indicative of cervical cancer. Methods: This is an experimental
study, using the Pap smear cytology image dataset in the public SIPaKMeD database, available online in the
Kaggle repository. The proposed transfer learning was developed using pre-trained convolutional neural
network (CNN) models, such as InceptionV3, Xception, VGG and a modified VGG approach, to classify Pap
smear images according to cell categories: Dyskeratotic, Koilocytotic, Metaplastic, Parabasal and Superficial-
Intermediate. Results: The best results in classifying cell categories were for the InceptionV3 and VGG
architectures with a modification in the layers of the original architecture, which presented 91% accuracy. The
Xception architecture presented 88% accuracy and VGG without modification in the layers presented 86% in
the trained model. Conclusion: It is concluded that the findings highlight the model's ability to discern patterns
and differentiate cells accurately.
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RESUMEN

Objetivo: Implementar una arquitectura de red convolucional para identificar patrones de enfermedad en
diferentes opciones de cirugia cervical utilizando datos de Papanicolaou, que se refieren a imagenes
obtenidas del examen, que se utiliza para detectar cambios en las células cervicales que pueden ser
indicativos de cancer cervical. Métodos: Se trata de un estudio experimental, en el que se utilizé el conjunto
de datos de imagenes citolégicas de frotis de Papanicolaou de la base de datos publica SIPaKMeD, disponible
en linea en el repositorio Kaggle. El aprendizaje de transferencia propuesto se desarroll6 utilizando modelos
de redes neuronales convolucionales (CNN) entrenados previamente, como InceptionV3, Xception, VGG y un
enfoque VGG modificado, para clasificar las imagenes de frotis de Papanicolaou segun categorias de células:
disqueratdsicas, coilociticas, metaplasicas, parabasales y superficiales-intermedias. Resultados: Los
mejores resultados para la clasificacion de categorias celulares fueron para las arquitecturas InceptionV3 y
VGG con una modificacion en las capas de la arquitectura original, las cuales presentaron una precision del
91%. La arquitectura Xception present6 un 88% de precision y VGG sin modificaciones en las capas presenté
un 86% en el modelo entrenado. Conclusién: Se concluye que los hallazgos resaltan la capacidad del modelo
para discernir patrones y diferenciar células con precision.

Palabras clave: Cancer de cuello uterino, Aprendizaje automatico, Redes neuronales convolucionales,
Diagnostico temprano.

INTRODUGAO

O céncer do colo do utero € o terceiro tipo de cancer mais incidente entre mulheres, sendo a quarta causa
mais comum de morte em todo o mundo. No Brasil, a taxa de mortalidade por cancer do colo do Utero, ajustada
pela populagdo mundial, foi de 4,51 6bitos/100 mil mulheres, em 2021. Segundo o INCA - Instituto Nacional
de Cancer (2023), a causa principal por malignidade cervical é dada pela contaminagéo pelo papilomavirus
humano (HPV), transmitida sexualmente. O cancro do colo do utero € uma doenga altamente evitavel, e a
estratégia mais eficaz para minimizar o fardo global do cancro do colo do utero é o rastreio precoce. Contudo,
devido a falta de conscientizacdo, a auséncia de acesso a centros médicos e aos procedimentos altamente
dispendiosos nos paises em desenvolvimento, as populagdes de pacientes vulneraveis ndo conseguem arcar
com os custos de realizar exames regularmente.

A deteccao precoce do cancer cervical é essencial para aumentar significativamente as chances de cura.
Quando os sinais pré-cancerigenos sao identificados e tratados nas fases iniciais, € possivel prevenir
completamente o desenvolvimento do cancer do colo do utero. O exame de Papanicolau € amplamente
reconhecido por sua eficacia na identificagao de lesdes precursoras, sendo uma ferramenta fundamental no
monitoramento do cancer cervical e de outras condi¢gbes relacionadas (SANKARANARAYANAN R, et al.,
2015).

A classificacdo das lesdes escamosas cervicais, segundo o sistema de Neoplasia Intraepitelial Cervical
(NIC), é categorizada da seguinte forma: NIC1 — displasia leve; NIC2 — displasia moderada; NIC3 — displasia
grave ou carcinoma espinocelular in situ; e SQCC (carcinoma de células escamosas invasivo) — estagio
avangado da doenga.

Nesse contexto, a automacdo dos processos de diagndstico e classificacdo das lesdes cervicais
representa um avango promissor, contribuindo para maior precisao, agilidade e padronizagéo dos resultados.
Essa abordagem estd em consonancia com os achados de diversos estudos na literatura (ALLAHQOLI L, et
al., 2022; WANG CW, et al., 2021; SIMMS KT, et al., 2019; SCHIFFMAN M, et al., 2007).

Dessa forma, as mortes causadas por malignidades cervicais podem ser reduzidas através da
implementacéo de estratégias eficazes de rastreamento e diagndstico por meio de algoritmos computacionais
inteligentes. Com base nisso, muitos estudos estdo aplicando algoritmos de aprendizado de maquina para
detectar o cancer do colo do utero precocemente.

No estudo de Allahqoli L, et al. (2022) estabeleceu-se a classificagdo do cancer cervical usando redes
neurais convolucionais € maquinas de aprendizagem extrema. Além disso, foi desenvolvido um estudo
comparativo de modelos de aprendizado de maquina para modelagem preditiva e ferramenta baseada na
web para avaliagdo de risco de cancer cervical. Em estudos recentes, Ramahan, et al. (2021) desenvolveu o
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framework DeepCervix, utilizando imagens do conjunto SIPaKMeD para classificar células cervicais com alta
precisdo. Esse trabalho evidenciou a superioridade das redes neurais convolucionais (CNNs) em relacdo a
métodos tradicionais para a deteccdo de padrdes celulares complexos. Com o avango da tecnologia, o uso
de sistemas inteligentes e processamento de imagens médicas tem se tornado essencial na analise de células
malignas. Essas ferramentas sdo mais rapidas, acessiveis e vém ganhando popularidade em comparagao
aos métodos tradicionais, como o exame de Papanicolau, a colposcopia e a cervicografia. Essas abordagens
tecnoldgicas oferecem analises imparciais e independentes da experiéncia humana (XUE P, et al., 2020).

Portanto, o presente estudo visa implementar um algoritmo baseado em redes convolucionais, a fim de
classificar imagens de esfregacos de Papanicolau de célula Unica (citologia) cervical em diferentes estagios.
Além disso, o estudo inclui um comparativo de modelos de aprendizado de maquina com diferentes
arquiteturas da literatura.

METODOS

A base de dados utilizada no presente estudo é a SIPaKMeD, disponivel de maneira online na plataforma
Kaggle, contendo imagens de exame citolégico de Papanicolau com cinco tipos diferentes de células:
Disceratética, Coilocitotica, Metaplasica, Parabasal e Superficial-Intermediaria, que sdo categorizadas com
base em suas caracteristicas citomorfoldgicas (PLISSITI ME, et al., 2018).-O conjunto de dados SIPaKMeD
compreende um total 4068 imagens, porém foram usadas 2.257 cortadas por células. Segundo o repositério
SIPaKMeD, as caracteristicas de cada classe sédo descritas como:

Células Superficiais-Intermediarias (Superficial-Intermediate cells) sdao as células mais comuns nos
esfregacos cervicovaginais, variando em predominancia conforme a fase do ciclo menstrual, a gravidez ou
outras influéncias hormonais. Apresentam formato plano, com citoplasma abundante, de coloragao
eosinofilica ou cianofilica, podendo ser redondo, oval ou poligonal. O nucleo pode ser vesicular ou picnético,
dependendo do grau de maturagao celular, sendo esta caracteristica essencial para diferencia-las entre si
(LIMA DNO, 2012).

As Células Parabasais (Parabasal cells) sdo células escamosas imaturas e representam as menores
células epiteliais observadas em um esfregago vaginal tipico. Elas predominam em condi¢des de deficiéncia
estrogénica, como na infancia, lactacdo e menopausa, quando o epitélio se torna atrofico. Além disso,
possuem formato arredondado, seu citoplasma é geralmente cianofilico, e apresentam um nucleo grande,
vesicular, de formato redondo ou oval, com granulos de cromatina ou cromocentros, caracteristicas que
auxiliam na sua identificacdo (LIMA DNO, 2012).

As Células Coilocitéticas (Koilocytotic cells) sao células escamosas alteradas, frequentemente associadas
a infeccao pelo papilomavirus humano (HPV), e desempenham um papel fundamental na identificacdo de
lesbes cervicais precursoras de neoplasia. Sua principal caracteristica morfolégica € a presenca de uma
grande cavidade perinuclear clara, resultante da condensacéo do citoplasma, que pode apresentar coloragéo
rosa, azul ou mista com a coloragéo de Papanicolaou, além disso, essas células exibem nucleos aumentados,
hipercromaticos, com contornos irregulares e, em alguns casos, binucleacéo. A presenca de coilécitos é um
critério importante no diagnéstico citolégico da infec¢do pelo HPV, contudo, sua interpretacdo pode variar
entre observadores, tornando necessaria a associagdo com outros métodos diagndsticos para maior preciséo
(KRAWCZYK E, et al., 2008).

As células Discetaréticas (Dysketarotic cells) sdo células escamosas que apresentam uma ceratinizagao
anormal e prematura, podendo ser observadas em lesdes de pele e mucosas, frequentemente associadas ao
HPV. Essas células podem ser encontradas em condigdes benignas e também em lesdes precursoras de
cancer, como displasia escamosa e carcinoma cervical. Sua presenga em esfregagos cervicais pode ser um
indicativo de alteragbes epiteliais associadas a lesdes precoces no colo do utero (MYPATHOLOGYREPORT,
2023).

Células Metaplasicas (Metaplastic Cells) sao células que passaram por um processo de transformagao
denominado metaplasia, no qual um tipo de célula adulta é substituido por outro tipo celular. Esse fendbmeno
ocorre em resposta a fatores ambientais, como irritagdo cronica, inflamagao ou alteragdes hormonais. No
caso do colo do utero, a metaplasia escamosa € uma das transformagdes mais comuns, caracterizando-se
pela substituicdo do epitélio glandular do endocérvix por epitélio escamoso.
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As células Metaplasicas apresentam morfologia escamosa, citoplasma espesso e mais eosinofilico que o
normal, além de nucleos frequentemente aumentados ou discretamente deformados. Sdo comumente
observadas em exames citoldgicos, como o teste de Papanicolau, e sua presenga pode estar relacionada a
condigdes fisioldgicas, como a adolescéncia e o uso de anticoncepcionais, ou ainda a situagdes patoldgicas,
como a exposic¢ao crénica a infecgdes ou processos inflamatérios (VAL R, 2021).

As respectivas distribuicdes das categorias sao: Discetardticas: 27 imagens para teste e 406 para
treinamento. Coilocitéticas: 29 imagens para teste e 413 para treinamento. Metaplasicas: 33 imagens para
teste e 382 para treinamento. Parabasal: 13 imagens para teste e 394 para treinamento. Superficial-
Intermediaria: 15 imagens para teste e 416 para treinamento.

Algoritmos de redes convolucionais

As redes convolucionais sdo modelos projetados para processar dados como imagens, extraindo
automaticamente caracteristicas locais por meio de camadas de convolugao e pooling. Elas usam conexdes
locais, compartilhamento de pesos e fungbes de ativagao para capturar padrdes simples a complexos. No
final, os dados sao transformados em 1D para servir de entrada nas camadas totalmente conectadas, e assim,
realizam a classificagéo ou predigdo, como mostrada na Figura 1.

Figura 1 - Diagrama representativo de uma arquitetura de redes convolucionais.
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Nota: Elaboragéo propria realizada com o auxilio do Microsoft PowerPoint (versao Microsoft 365), sob
licenga institucional.
Fonte: Farias IP, et al., 2025

Para o tratamento dos dados, visando melhorar a generalizagao e reduzir o risco de risco de sobreajuste
(overfitting), foram definidas configuragdes especificas para as imagens de treinamento. O congelamento das
10 primeiras camadas foi implementado para preservar o conhecimento previamente adquirido, permitindo
que apenas as camadas finais fossem ajustadas para a nova tarefa. Além disso, ao reduzir o0 niumero de
parametros a serem atualizados, pode acelerar o processo de treinamento.

Todos os hiperparametros de treinamento foram mantidos idénticos em todos os experimentos. As
arquiteturas de redes foram treinadas por 80 épocas usando uma perda de entropia cruzada categdrica, um
tamanho de lote de 16 e otimizador Adagrad. Todos os modelos foram treinados com uma taxa de
aprendizado inicial de 0,001, que altera seu valor por um fator de 0,5 se nao houver incremento na precisao
da validagao ao longo de 10 épocas consecutivas até atingir um valor de 0,00001.

Inception V3

InceptionV3 é uma arquitetura de rede neural convolucional (CNN) profunda, uma evolugdo do modelo
Inception proposto por Szegedy C, et al. (2016), projetada para tarefas de visdo computacional, como
classificagdo de imagens, deteccédo de objetos e segmentacéo. A principal inovacdo do InceptionV3 sédo os
modulos inception, que realizam multiplas operagées de convolugdo com diferentes tamanhos de filtro (1x1,
3x3, 5x5) simultaneamente, combinando os resultados em uma Unica camada. Isso permite que a rede
capture informagdes de diferentes escalas e contextos de forma mais eficiente. Para lidar com caracteristicas
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visuais em diferentes escalas, o modelo combina pooling com essas camadas de convolugdo, sejam elas
assimétricas e de concatenagdo. O InceptionV3 utiliza convolugdes 1x1, que desempenham um papel
importante na redugao da dimensionalidade das ativagbes, ou seja, diminuem o numero de paradmetros na
rede, tendo 48 camadas de profundidade. Além disso, apds cada convolugdo, a técnica de normalizagdo em
lotes (BatchNormalization) introduzida por Sergey | e Szegedy C (2014) também ¢é aplicada para reduzir as
flutuagdes nas ativagdes, estabilizando o treinamento e prevenindo o sobreajuste. Essa técnica torna o
modelo mais leve e eficiente, sem comprometer a capacidade de aprender representagcdes complexas das
imagens (CHRISTIAN S, et al., 2015).

Xception

A Xception (Extreme Inception) é uma arquitetura de rede neural convolucional (CNN) profunda proposta
por Francgois Chollet, o criador do Keras, Frangois C (2017). Ela € uma variagédo da arquitetura Inception, com
uma inovagao no uso de convolugdes separaveis em profundidade, com pooling integrado em diferentes
camadas para reduzir dimensionalidade espacial e preservar caracteristicas de alto nivel ao mesmo tempo
em que prepara elas para serem extraidas para camadas finais de decisdo, com um conceito previamente
introduzido em redes como o MobileNet. Diferente das convolugdes tradicionais, em que um unico filtro é
aplicado a todos os canais de entrada simultaneamente, o Xception organiza a rede em modulos sequenciais
compostos por convolugdes que sdo separaveis em profundidade. Assim, esse design permite que a rede
aprenda representagcdes mais complexas e detalhadas de maneira mais eficiente.

A convolugao separavel em profundidade € composta por duas etapas: Convolugédo Depthwise, onde cada
filtro é aplicado de forma independente a um Unico canal de entrada, sem interagdo entre os canais;
Convolugdo Pontual (1x1), apds a convolugéo depthwise, é aplicada uma convolugao 1x1 para combinar as
saidas de diferentes canais, permitindo que a rede aprenda as relagdes entre eles. Todo esse processo reduz
significativamente o nimero de parametros e o custo computacional ao mesmo tempo em que mantém ou
até melhora a capacidade da rede neural convolucional captar informagbes complexas.

VGG16

O modelo VGG16, proposto por Simonyan K e Zisserman A (2015), é estruturado em blocos sequenciais
que combinam diferentes camadas para extragao, estabilizagdo e compactagao de caracteristicas, totalizando
13 camadas convolucionais e 3 camadas totalmente conectadas, perfazendo 16 camadas treinaveis. As
camadas de convolugdo 2D utilizam filtros 3x3 com passo 1 para extrair padrées como bordas, texturas e
formas simples nas etapas iniciais, enquanto nas posteriores capturam representagdes mais complexas,
utilizando um numero crescente de filtros. Apds conjuntos de camadas convolucionais, sdo aplicadas as
camadas de MaxPooling2D com filtros de 2x2 e passo 2, que compactam as caracteristicas extraidas ao
selecionar os valores maximos de regides da imagem, reduzindo a dimensionalidade e aumentando a
eficiéncia computacional, além de capturar invariancia e pequenas translagdes (SCHERER D, et al., 2010).

VGG Modificada

Para esta pesquisa foi desenvolvido um algoritmo de rede neural convolucional baseado na familia de
redes VGG. A arquitetura é composta por 7 camadas de convolugcdo, 4 camadas MaxPooling e duas
BatchNormalization.

A entrada da camada consiste em imagens do exame de Papanicolau que foram redimensionadas na
dimenséao 244x244 com 3 canais basicos de cores nas imagens digitais coloridas (RGB), sendo direcionados
para o primeiro bloco do modelo que se inicia com duas camadas de convolugéo (Conv2D) com 16 filtros para
a extragao inicial de caracteristicas como bordas, texturas e formas basicas nas camadas iniciais, seguindo
por uma camada de normalizagdo(BatchNormalization) em lotes para a estabilizagdo do processo de treino e
permitindo o uso de aprendizado mais altas, MaxPooling2D que compacta as caracteristicas extraidas e
preserva as informagdes mais importantes e finalizando com Dropout (0.2) que desativa aleatoriamente 20%
dos neurdnios durante o treinamento buscando evitar o sobreajuste (overfitting), o segundo bloco segue
executando duas camadas seguidas de convolugao (Conv2D) agora com 32 filtros para aprender as diferentes
caracteristicas das imagens, com a mesma sequéncia de blocos (BatchNormalization, MaxPooling2D e
Dropout).
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O terceiro bloco dispde de trés camadas de Conv2D, com um aumento de nimero de filtros, contando com
64 filtros cada e finalizando com uma camada de MaxPooling2D. Apéds a execugédo das camadas e extragao
das caracteristicas, é utilizado uma camada de Global Max Pooling (GlobalMaxiPooling2), que reduz toda a
matriz de caracteristicas para um vetor unidimensional por canal, preservando os valores maximos mais
representativos. O fluxo de saida consiste na aplicagdo de uma camada densa (Dense, 64, ReLU) com 64
neurdnios e ativagao da RelLU para introdugao da nao-linealidade, sendo aplicada novamente uma camada
de normalizagao de lote (BatchNormalization) e por fim uma camada Dropout de 50%. Finalizando o modelo
com a camada de saida (Dense, output) que é uma camada densa com o numero de neurdnios (nbout) sendo
0 mesmo valor do numero de classes e ativagao de softmax.

Essas mudancas se fizeram necessarias a fim de aumentar as métricas de avaliagdo em comparagao com
o modelo Vgg_16 proposto por Simonyan K e Zisserman A (2015), buscando uma otimizagao e refinamento
da arquitetura para os dados disponiveis, 0 que apresentou resultados muito positivos.

Métricas de Avaliagao

Para avaliar o desempenho dos modelos, utilizou-se a matriz de confusdo, uma ferramenta que permite
verificar a eficacia do modelo na identificagdo correta das diferentes classes. A matriz compara as predigbes
realizadas com os valores reais, sendo que cada linha e coluna representam as classes Disceratética,
Coilocitotica, Metaplasica, Parabasal e Superficial-Intermediaria. Cada valor registrado indica a quantidade
de vezes que uma classe foi corretamente ou incorretamente classificada em relacdo as demais,
categorizando os resultados em: Verdadeiros Positivos (VP), quando a predicdo correta é positiva;
Verdadeiros Negativos (VN), quando a predigéo correta € negativa; Falsos Positivos (FP), quando o modelo
prediz incorretamente uma classe positiva; e Falsos Negativos (FN), quando falha em identificar uma classe
positiva.

A avaliagao dos modelos também considerou as seguintes métricas:
e Acuracia: mede a proporgao de previsdes corretas em relagéo ao total de previsdes realizadas.

e Precisao: indica a proporgao de previsdes positivas corretas em relagao ao total de predi¢des
positivas feitas pelo modelo.

e Recall: avalia a capacidade do modelo de identificar corretamente os casos positivos, ou seja, a taxa
de deteccg&o dos verdadeiros positivos.

o F1-score: representa a média harménica entre precisao e recall, equilibrando essas duas métricas.
E calculado como o dobro do produto entre precisao e recall dividido pela soma dos dois valores.

RESULTADOS E DISCUSSAO

Os modelos Vgg_Mod e InceptionV3 apresentaram desempenho satisfatério na classificagdo de células
em exames de Papanicolau, alcangando uma acuracia de 91% (Tabela 1). O modelo Vgg_Mod destacou-se
especialmente nas métricas associadas a células de alto risco, com os seguintes resultados: Disceratética:
Precisdo de 90%, Recall de 93% e F1-Score de 91%; Coilocitéticas: Precisao de 84%, Recall de 85% e F1-
Score de 85%; Metaplasicas: Precisdo de 90%, Recall de 88% e F1-Score de 89%; Parabasal: Precisdo de
93%, Recall de 99% e F1-Score de 96%; Superficial-Intermediaria: Precisdo de 89%, Recall de 93% e F1-
Score de 93%.

De forma semelhante, o modelo baseado na arquitetura InceptionV3 também obteve resultados
expressivos: Disceratotica: Precisdo de 93%, Recall de 87% e F1-Score de 90%; Coilocitéticas: Precisao de
85%, Recall de 86% e F1-Score de 86%; Metaplasicas: Precisdo de 85%, Recall de 95% e F1-Score de 89%;
Parabasal: Precisao de 96%, Recall de 91% e F1-Score de 93%; Superficial-Intermediaria: Precisdo de 97%,
Recall de 96% e F1-Score de 97%.

A matriz de confusdo, ilustrada na Figura 2, demonstra a capacidade dos modelos em distinguir
eficientemente células de risco em comparagdo a células normais ou de baixo risco, como Parabasal e
Superficial-Intermediaria, reforcando o seu potencial de aplicagao clinica. Apesar do desempenho positivo,
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algumas classes com caracteristicas semelhantes geraram erros na classificacdo das classes, problema
recorrente na classificagdo de células cervicais, como relatado na literatura recente publicada por Tan SL, et
al. (2024). Esse desafio é atribuido ao desbalanceamento de dados e a similaridade entre o rétulo e o que foi
evidenciado com o modelo Vgg Mod entre as células Metaplasica e Superficial-Intermediaria. Da mesma
forma, o modelo InceptionV3, entre Metaplasica e Parabasal, ambos podendo ser analisados pela métrica
Recall, na Tabela 1, reflete a habilidade do modelo em identificar verdadeiramente as células de cada classe.

Tabela 1 - Tabela das métricas de avaliagdo dos modelos.

Modelo/Classes Precisao (%) Recall (%) F1-Score (%) Acuracia (%)
VGG16
Disceratoética 79% 91% 85%
Coilocitotica 79% 80% 80%
Metaplasica 85% 87% 86% 86%
Parabasal 96% 83% 89%
Superficial- Intermediéria 95% 91% 93%
InceptionV3
Disceratotica 93% 87% 90%
Coilocitotica 85% 86% 86%
Metaplasica 85% 95% 89% 91%
Parabasal 96% 91% 93%
Superficial- Intermediaria 97% 96% 97%
Xception
Disceratotica 91% 85%
Coilocitotica 82% 85% 88%
Metaplasica 89% 85% 84% 88%
Parabasal 89% 89% 87%
Superficial- Intermediéria 91% 98% 94%
VGG_MOD
Disceratotica 90% 93% 91%
Coilocitética 84% 85% 85%
Metaplasica 90% 88% 89% 91%
Parabasal 93% 99% 96%
Superficial- 98% 89% 93%

Intermediaria
Fonte: Farias IP, et al., 2025.

Observa-se uma diferengca nos resultados obtidos pelos modelos Vgg 16 e Vgg_Mod. Uma possivel
explicagédo para esse comportamento séo as alteragcbes realizadas nas camadas do Vgg_Mod, que indicam
um refinamento em sua arquitetura. Essas modificagbes contribuiram para um melhor desempenho do
modelo, mesmo diante de adversidades.

Para melhorar o desempenho do modelo, o0 aumento de dados e a diversificagcdo podem ser uteis para
aumentar a assertividade do modelo, espera-se que, ao utilizar dados de diferentes fontes, seja possivel
aumentar a variabilidade das amostras, o que pode ajudar a reduzir ainda mais os erros de classificacao e
melhorar a capacidade do modelo em ambientes mais diversos. Ademais, a utilizagéo de técnicas de aumento
de dados e refinamento de arquiteturas podem contribuir significativamente para superar os desafios
observados. Esses resultados estédo alinhados com a literatura recente que destaca o potencial da inteligéncia
artificial na medicina, como o DeepCervix (RAHMAN, et al., 2021).
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Figura 2 - Diagrama representativo do modelo VGG_MOD.
VGG_MOD Inception V3
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Nota: Imagem elaborada por meio do software Miro (www.miro.com), sob licenga gratuita para uso individual.
Fonte: Farias IP, et al., 2025.

Recentemente, um estudo de Mathivanan S, et al. (2024) também usou a base de dados SIPaKMeD
apresentou uma metodologia que aproveita modelos de rede neural profunda pré-treinadas, como Alexnet,
Resnet-101, Resnet-152 e InceptionV3, para extragao de recursos, combinando com outros algoritmos de
aprendizado de maquina, como arvore de decisdo, Floresta aleatéria e outros, a fim de melhorar a
classificagdo. Em uma abordagem binaria alcangou até 98%. No entanto, a classificagdo multiclasse, como a
proposta neste trabalho, é mais desafiadora pois depende de um grande volume de dados para generalizagéao
do problema multiclasse.

Este trabalho reforga a relevancia do uso de ferramentas baseadas em aprendizado profundo para o
diagndstico precoce do cancer cervical, demonstrando sua eficacia e potencial de aplicacdo assertiva em
contextos clinicos, conforme evidenciado na literatura (CROFFIL B, et al., 2024). Além disso, destaca-se a
importancia de explorar uma variedade de abordagens de aprendizado de maquina, a fim de identificar os
padrées mais eficazes para o diagnédstico da doenca, fortalecendo tanto a precisdo quanto a flexibilidade
necessaria para enfrentar essa desafiadora tarefa de classificagao.

CONCLUSAO

O presente estudo desenvolveu e implementou uma arquitetura de rede neural convolucional voltada para
identificacdo de padrbes celulares em diferentes estagios da les&o cervical, utilizando imagens de esfregaco
de Papanicolau. Com base nos resultados obtidos, conclui-se que os modelos Vgg_Mod e InceptionV3 se
destacaram com altas taxas de acuracia, demonstrando eficacia na classificacdo de células, especialmente
as de alto risco. As modificagdes na arquitetura do Vgg_Mod contribuiram para um desempenho superior,
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evidenciando a importancia da personalizagdo dos modelos. Apesar de confusdes entre classes semelhantes,
os resultados reforgam o potencial da inteligéncia artificial como ferramenta auxiliar no diagndstico precoce
do cancer cervical. Assim, futuros estudos podem explorar estratégias de aumento de dados e novos ajustes
nas arquiteturas para alcangar ainda maior robustez e generalizagdo em contextos clinicos reais.
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